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Resumo
A maior parte dos Ambientes Virtuais de Aprendizado (AVAs) não 

foi projetada para fazer registros de navegação com foco na mineração 
de dados, mas sim, para informar professores e alunos sobre objetivos 
pedagógicos. Contudo, vem ganhando relevância o entendimento que 
as informações que podem ser extraídas dos registros de navegação po-
dem ser bastante relevantes, o que motiva o vigoroso interesse na área 
de mineração de dados educacionais. Nesse sentido, neste artigo, anali-
sa-se como os dados coletados na plataforma Lúmina, AVA baseado em 
Moodle e que disponibiliza Massive Open Online Courses (MOOCs) da 
Universidade Federal do Rio Grande do Sul (UFRGS), podem ser me-
lhorados, permitindo que mais informações sobre os estudantes sejam 
extraídas. Como modelo desta análise, usou-se o repositório DataShop 
do Pittsburgh Science of Learning Center (PSLC), que foi projetado a 
princípio para fornecer recursos educacionais online, e que tem apre-
sentando bons resultados na aplicação de processos de mineração. O 
objetivo final é propor adequações à plataforma da UFRGS.
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Abstract
Most Virtual Learning Environments (VLEs) are not designed to 

make navigation records focused on data mining, but rather to in-
form teachers and students about pedagogical goals. However, the 
understanding that the information that can be extracted from the 
navigation records can be very relevant is gaining relevance, which 
motivates the vigorous interest in the area of educational data mining. 
In this sense, this article analyzes how data collected on the Moodle-
based Lúmina platform, AVA, which provides Massive Open Online 
Courses (MOOCs) from the Federal University of Rio Grande do Sul 
(UFRGS), can be improved, allowing more information about students 
being extracted. As a model for this analysis, we used the Pittsburgh 
Science of Learning Center (PSLC) DataShop repository, which was 
originally designed to provide online educational resources and has 
been successful in applying the mining process. The goal is to propose 
adjustments to the UFRGS platform.

Keywords: educational data mining, educational data analysis, virtual 
learning environments, massive and open online courses.



3Proposta de melhoria dos dados de relatórios de uma plataforma de MOOCS brasileira

SOUZA, V. F. de; PERRY, G. T. Rev. Bras. Aprend.Aberta.2019;I: e424

1. Introdução

Com a ampla difusão das tecnologias da informação e da comuni-
cação (TIC), diversas instituições de ensino têm explorado as pos-

sibilidades da educação superior a distância e, as modalidades já con-
solidadas vão aos poucos compartilhando espaços com os Ambientes 
Virtuais de Aprendizagem (AVA). Nesse âmbito, os Massive Open 
Online Curses (MOOCs) despontam como uma modalidade de cursos 
abertos para qualquer pessoa, sem acompanhamento por tutores ou 
professores, geralmente de forma gratuita e sem exigência de conheci-
mentos prévios. Grande parte desses cursos é oferecido por renomadas 
instituições de ensino e disponibilizados em plataformas que reúnem 
cursos em diversas áreas do conhecimento.

Evidencia-se, que essa configuração de curso tem a potencialidade 
para modificar a educação para os alunos, professores e gestores edu-
cacionais, visto que tem competência para oferecer às instituições de 
ensino grande visibilidade, por meio do acesso a um público global de 
alunos a uma pequena parcela do custo da educação tradicional, bem 
como incluir e/ou alterar novos conhecimentos a um curso e reciclar 
conteúdos antigos (BASTOS e BOTTENTUIT, 2017). Na percepção de 
Bastos e Bottentuit (2017) quer se julgue que este modelo é exitoso ou 
não, os cursos em massa transformaram o cenário educacional.

Diante da expressividade da Educação a Distância e dos MOOCs, 
muitas instituições educacionais fazem uso de AVAs, que são platafor-
mas que suportam a distribuição dos recursos educacionais, a interação 
(entre alunos, professores e materiais), a organização dos tópicos e do 
andamento do curso, bem como atividades de avaliação. Por disponibi-
lizarem tantas funcionalidades, costumam produzir um grande volume 
de dados, os quais são armazenados por esses sistemas sob a forma de 
relatórios (também conhecidos como “logs”).

Nesse cenário, tem crescido nos últimos anos a intenção em utilizar 
a mineração de dados em outras áreas, como a educacional (BAKER, 
ISOTANI e CARVALHO, 2011;  SWEENEY et al., 2016), configuran-
do o conjunto de algoritmos, técnicas e procedimentos reconhecidos 
como Mineração de Dados Educacionais (MDE), cujo objetivo geral 
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está alinhado com a descoberta, criação e utilização de modelos e pa-
drões sobre os conjuntos de dados coletados pelos AVAs. Contudo, 
como salientam Krüeger, Merceron e Wolf (2010) muitos AVAs não 
foram projetados para análise e mineração dados. Mesmo que muitas 
destas plataformas armazenem dados de uso, seu objetivo é o de apoiar 
o ensino e o aprendizado, não analisar ou minerar dados. Contudo, 
o campo da MDE tem avançado precisamente porque valiosas infor-
mações são obtidas com a análise e mineração de dados armazenados 
pelos AVAs (ROMERO e VENTURA, 2007; BAKER e YACEF, 2009).  
Como consequência, o processo de MDE requer um longo pré-pro-
cessamento (MACERON e YACEF, 2008).

Por esse ponto de vista, e motivados por estudos realizados no am-
biente Lúmina, Perry et al (2019); Souza e Perry (2019); Souza et al 
(2019); Souza, Wives e Perry et al (2018), plataforma de MOOCs da 
Universidade Federal do Rio Grande do Sul, percebeu-se que os dados 
extraídos para realização da MDE não são  adequados para a identifi-
cação de padrões de uso, modelagem de perfis de estudantes e análises 
exploratórias e inferenciais. Por este motivo se fazem necessárias me-
lhorias na coleta das interações entre usuário e a plataforma.

Diante deste desafio - melhorar bases de dados para MDE -  pes-
quisadores do Centro de Ciências e Aprendizagem de Pittsburgh 
(PSLC – Pittsburgh Science of Learning Center), criaram o Datashop, 
um repositório de dados citado por Koedinger et al. (2010) e Baker, 
Isotani e Carvalho (2011) como sendo completo e capaz de gerar in-
formações e conhecimentos relevantes sobre alunos e também sobre 
metodologias de aprendizado. Por este motivo, o Datashop será usado 
como modelo de excelência.

2. O PSLC DATASHOP 508538
O DataShop3, do Pittsburgh Science of Learning Center (PSLC) é um 

repositório aberto de dados com interações entre estudantes e softwa-
res educacionais (desde que suportem o seu esquema de dados XML). 

3  http://pslcdatashop.org/
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Foi criado como parte do Pittsburgh Science of Learning Center, funda-
do, em 2004, como parte do “National Science Foundation’s Science of 
Learning Center”. Segundo Koedinger et al. (2010) este repositório teve 
um papel importante na mineração de dados educacionais nos últimos 
10 anos (2008-2018). 

Os conjuntos de dados nele disponíveis foram usados em 14% dos 
artigos publicados nos dois primeiros anos (2008 e 2009) da conferên-
cia Internacional sobre Mineração de Dados Educacionais (BAKER e 
YACEF, 2009). O repositório continua a desempenhar um papel impor-
tante desde então, e seus dados já foram usados em mais de 100 artigos 
(KOEDINGER et al., 2009). 

Ele agora contém quase 100 milhões de interações entre estudantes e 
softwares educacionais, que ocorreram durante mais de 200.000 horas 
de interação. Tem apoiado pesquisas em várias áreas, incluindo pesqui-
sa sobre o domínio da estrutura do conhecimento (KOEDINGER, et al. 
2013), comparação entre diferentes abordagens de modelagem de alu-
nos (GOWDA et al., 2011), estudo das diferenças de conteúdo ao longo 
de um ano letivo (BAKER et al. 2009) e o desenvolvimento de modelos 
de novas construções de aprendizagem (ALEVEN et al. 2006).

Este repositório fornece dois serviços principais para a comunidade 
científica de aprendizagem: (i) um repositório central para proteger e 
armazenar dados de pesquisa e (ii) um conjunto de ferramentas de aná-
lise e relatórios. Os pesquisadores podem acessar rapidamente os rela-
tórios padrão, como curvas de aprendizado, bem como navegar pelos 
dados usando um aplicativo Web interativo. Para dar suporte a outras 
análises, o pesquisador também pode exportar dados para o formato 
“csv” (comma separated value) compatível com softwares estatísticos e 
outros pacotes de análise. 

O DataShop tem ligações com dois projetos na área de MDE e 
Sistemas de Tutores Inteligentes da Universidade de Carnegie Melon: 
CTAT4 (Cognitive Tutor Authoring Tools) e OLI5 (Open Learning 

4  http://ctat.pact.cs.cmu.edu/

5  http://oli.cmu.edu/
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Initiative), que geram seus registros de interação no formato do 
DataShop, um esquema XSD (XML Schema Definition) chamado 
Tutor Message Format, que permite que registros de sistemas de ter-
ceiros possam fazer uso das ferramentas disponíveis. 

Esse esquema contém quatro tipos de “mensagens”: contexto, que 
estabelece o contexto das mensagens seguintes; ferramenta, que des-
creve a interação com a ferramenta (sistema); tutor (software), resposta 
do tutor ao estudante; mensagem, para outros tipos de comunicação 
não adequadamente descritas. A documentação6 deste formato contém 
explicações detalhadas sobre cada um dos elementos e atributos (XML) 
que podem ser inseridos em cada uma das mensagens.

O repositório contém dados com três atributos que o tornam par-
ticularmente útil para MDE (KOEDINGER, et al. 2013): os dados são 
refinados, do menor tamanho que sejam semanticamente significati-
vos, "transações" entre o aluno e o software, incluindo a ação do aluno 
e a resposta do software são armazenados. Os dados são longitudinais, 
são captados dados durante um longo tempo de interação, envolven-
do o comportamento e a aprendizagem do aluno, em muitos casos 
durante o semestre ou o ano inteiro de estudo. Os dados são extensos, 
muitos dados são mantidos por aluno, envolvendo milhões de transa-
ções para alguns dos pacotes para os quais o DataShop possui dados. 
Essas três características tornaram o DataShop útil para muitos mine-
radores de dados educacionais.

2.1 Pesquisas que utilizaram os dados em Tutor Message Format

Muitas análises de dados no formato deste esquema foram realizadas 
em uma variedade de domínios, como, por exemplo, investigações em 
leitura (LESZCZENSKI e BECK, 2007), física (NWAIGWE et al. 2007) 
e geometria (RAFFERTY e YUDELSON, 2007). Estas análises têm ob-
jetivo de encontrar maneiras de avaliar ou melhorar o aprendizado dos 
alunos, usando o Cognitive Tutor.

6  https://pslcdatashop.web.cmu.edu/dtd/guide/index.html



7Proposta de melhoria dos dados de relatórios de uma plataforma de MOOCS brasileira

SOUZA, V. F. de; PERRY, G. T. Rev. Bras. Aprend.Aberta.2019;I: e424

Cen, Koedinger e Junker (2007) realizaram uma análise da curva 
de aprendizado usando os fatores de aprendizagem em algoritmos de 
análise, baseado em dados da unidade do tutor cognitivo de geome-
tria. Eles notaram que, embora os alunos precisassem praticar alguns 
objetivos fáceis de conhecimento, eles praticavam pouco habilidades 
mais complexas. Com base em observações e análises adicionais, eles 
criaram uma nova versão do tutor de geometria, redefinindo parâme-
tros que determinam com que frequência as habilidades são praticadas. 
Eles fizeram um experimento em sala de aula, no qual, os alunos de 
um curso foram pré e pós-testados e designados aleatoriamente para 
usar a versão anterior ou a nova versão do tutor. Alunos que usaram a 
nova versão levaram 20% menos tempo para concluir as mesmas uni-
dades curriculares. O resultado mais relevante dessa pesquisa foi o re-
finamento de um modelo de aprendizagem de máquina denominado 
Learning Factors Analysis.

O trabalho de Baker et al. (2006) também envolveu MDE, estes fize-
ram observações do comportamento dos alunos em laboratórios de in-
formática enquanto usavam o sistema de tutoria inteligente Cognitive 
Tutor, durante as aulas de um professor de matemática do ensino mé-
dio. Os autores usaram técnicas de aprendizado de máquina para criar 
um agente capaz de processar o registro de informações do aluno em 
tempo real, para determinar quando os alunos estavam tentando enga-
nar o sistema. O agente tornou-se base para um sistema de intervenção, 
um “metatutor”, projetado para desencorajar este comportamento e en-
volver os alunos em instrução suplementar sobre os tópicos que eles 
haviam tentado não estudar. 

Baker e Gowda (2010) utilizaram dados do Cognitive Tutor para 
comparar escolas dos EUA com 3 perfis diferentes (urbano, suburba-
no e rural), de acordo com 3 métricas (porcentagem de tempo fora da 
tarefa, porcentagem do tempo gasto jogando e probabilidade média 
de desvio). Essa análise foi realizada aplicando detectores automatiza-
dos de comportamentos aos dados de alunos, que usaram o Cognitive 
Tutor em aulas de geometria do ensino médio, durante todo o ano leti-
vo. Concluíram que os alunos da escola urbana ficam mais tempo sem 
realizar a tarefa e são mais descuidados do que os alunos das escolas 
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rurais e suburbanas. Essas informações sugerem que algumas das dife-
renças no desempenho por tipo de escola podem resultar de problemas 
comportamentais de engajamento.

Usando também ferramentas de análise do DataShop, Koedinger 
e Stamper (2010) propuseram um modelo cognitivo (i.e., um modelo 
consistente com o comportamento do estudante, que consegue prever o 
grau de dificuldade da tarefa e o desempenho em cada teste). Também 
os autores Rajni e Malaya (2014) utilizaram um conjunto de dados do 
DataShop, com o objetivo de medir o desempenho dos alunos, crenças, 
interesses em determinados assuntos, e predizer o engajamento no am-
biente de aprendizagem usando Regras de Associação. Da mesma for-
ma, os pesquisadores Corbi e Burgos (2015) realizaram um estudo no 
qual aplicaram um modelo de recomendação, construído com base em 
um conjunto dados do Cognitive Tutor, este modelo de recomendação 
fornece suporte a estudantes, tutores e professores.

Esses são alguns dos trabalhos que utilizaram dados no formato 
Tutor Message, armazenados no PSLC DataShop como fonte de dados. 
Com o aumento da procura e oferta de MOOCs, que inovou de forma 
considerável a produção de dados em meios online de aprendizagem, o 
foco na utilização de grandes massas de dados se volta para plataformas 
como edX, Coursera, MitX, Veduca, Udacity.

3. Comparação do Lúmina com o PSLC 
Datashop

Como salientado na introdução, os AVAs não foram criados para 
o armazenamento de dados com vistas à mineração, contudo, apri-
morar essa função no Lúmina é importante, pois, conhecer melhor os 
usuários da plataforma, pode implicar em avanços significativos dos 
cursos disponibilizados.

O Lúmina (uma instalação do Moodle) tem um grande potencial de 
armazenamento de dados atualmente não explorado, pois a plataforma 
somente armazena dados de pesquisas, questionários, textos que são 
postados nos fóruns, mensagens e comentários, e datas de realização 
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de cada interação. Há diversas ações que não são registradas: interações 
com vídeos e textos e rolagem de página. Há ainda elementos que são 
difíceis de configurar e integrar aos cursos, como ferramentas de traba-
lho colaborativo (como wikis, que poucos estudantes sabem usar) e de 
revisão por pares. Além disso, faltam formatos que permitam a propo-
sição de atividades avaliativas que não resultem em produção de texto 
ou de questões de múltipla escolha, como galerias de imagens.  

Por este motivo, atualmente, o conjunto de dados do Lúmina é li-
mitado, o que torna ineficaz a aplicação de algoritmos de MDE. Deste 
modo, readequações seriam de grande valia para melhorar o entendi-
mento que se tem sobre os estudantes usuários da plataforma. Por isso, 
a importância da comparação com repositórios que tem sucesso na 
aplicação de técnicas de MDE. A Tabela 01 realça a comparação entre o 
Lúmina e do PSLC DataShop.

Tabela 01:  Comparação PSLC DataShop e Lúmina

CATEGORIA DE 
COMPARAÇÃO

DATASHOP LÚMINA ADEQUAÇÕES

CARACTERÍSTICAS 
DOS DADOS

Transações dos 
alunos – O histórico 
de interação aluno-
computador em um 
nível mais refinado, 
“todas as interações 
como cliques e 
rolagem de páginas” 

Implementa, mas 
para ações menos 
refinadas, como 
uma atividade ou 
questionário

Aumentar o 
escopo de dados 
armazenados

Longitudinais – dados 
de períodos longos 
de interações

Implementa -

Extensos – muitas 
transações aluno-
computador, todas as 
interações do aluno

Implementa, mas 
como os dados 
mantidos são pouco 
refinados, não são tão 
extensos

Aumentar o 
escopo de dados 
armazenados

Possui uma 
definição de tipo 
de documento no 
formato XML para os 
dados mantidos

Não possui, gera 
relatórios em outros 
formatos

Implementar 
adaptações para 
manutenção de 
dados compatíveis 
com padrões 
internacionais 
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DADOS 
ARMAZENADOS 
PARA CADA
PROBLEMA/TESTE

Sessão Implementa -
Hora Implementa -
Nome do problema/
teste

Implementa -

Número da tentativa Implementa
Armazenar para cada 
transação do aluno

Tipo de entrada Implementa

Implementar 
diferentes tipos de 
ações dos alunos e 
armazenar

Reposta do software/
AVA

Implementa

Implementar 
interações da 
plataforma com o 
aluno e armazenar

Número da dica – se 
houve solicitação

Não fornece dicas
Implementar recurso 
de dicas

Condições atribuídas 
a etapa do problema/
teste

Não implementa 
problemas ou testes 
em etapas, nem 
condicionantes a 
estes

Implementar 
condicionantes, 
dependendo do curso 
ofertado

DADOS 
ARMAZENADOS 
PARA CADA 
ATIVIDADE

Clique em segmento 
de áudio e vídeo. 
Marcador do tempo 
que ouviu ou assistiu 
ao recurso

Implementa, mas não 
possibilita verificar 
se o aluno ouviu ou 
assistiu o recurso até 
o final

Implantar estrutura 
para verificar

Navegação pelas 
páginas de conteúdo 
on-line do curso, 
marcador de Scroll 
das páginas

Implementa, mas não 
possibilita verificar se 
aluno rolou a página 
até o final

Implantar estrutura 
para verificar

Clique em baixar 
material

Implementa, mas não 
permite verificar se 
o aluno baixou o 
material

Implantar marcador 
para verificar

Ações de log 
sem realização de 
atividades

Implementa -

RESPOSTAS 
ARMAZENADAS 
DO SOFTWATE/AVA

Respostas do 
software quanto as 
ações dos alunos – 
como feedbacks de 
acertos e erros

Implementa

Sugestão - mais 
interatividade da 
plataforma com 
alunos
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FERRAMENTAS DE 
ANÁLISE

Mapeamento entre 
etapas de problemas 
propostos – 
verificando aumento 
de complexidade

Não implementa – 
verifica-se o aumento 
na complexidade, mas 
não mapeia

Realização de 
mapeamento de 
problemas/teste

Informações do 
conjunto de dados: 
fornece métricas do 
conjunto de dados

Implementa – gera 
relatórios

-

Relatório de erros: 
apresenta a primeira 
tentativa de cada 
aluno em um 
problema/teste

Implementa – 
os dados ficam 
expressos nos 
relatórios

-

Performance Profiler: 
ferramenta multiuso 
que visualiza o 
desempenho do 
aluno

Não implementa

Implementação 
de ferramenta de 
comparação da 
evolução dos alunos

Curva de 
aprendizado: visualiza 
as mudanças de 
aprendizado dos 
alunos ao longo do 
tempo

Não implementa

Implementação 
de ferramenta de 
comparação da 
evolução dos alunos

Fonte: Autoras

Como pode ser observado na Tabela 01, o principal gargalo para 
MDE no Lúmina é que a plataforma não armazena informações de 
todas as ações que o usuário pode executar, todas as transações devem 
ser armazenadas como ocorre no DataShop. Apenas informações de 
atividades são mantidos na plataforma, o que é insuficiente para ex-
tração de conhecimentos mais aprofundados sobre os usuários. Desta 
forma, não é possível verificar o quanto o aluno está engajado no cur-
so, se ele realmente lê os materiais, assiste as videoaulas, enfim, como 
é seu processo de aprendizagem. 

Outras sugestões quanto a comparação com o DataShop, que podem 
ser implantadas no Lúmina se o professor ofertante propuser, seriam a 
inserção de um pré e um pós teste para analisar a evolução dos alunos, 
e a implementação do componente de conhecimento 7. Em cada etapa 

7  http://www.learnlab.org/research/wiki
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de um problema, os tutores inteligentes (softwares) exigem que o aluno 
saiba algo - um conceito ou habilidade relevante - para executar a eta-
pa corretamente, essa pequena unidade é denominada “componente de 
conhecimento”, esta unidade codifica uma capacidade geral do aluno 
para realizar determinadas etapas da tarefa, esses componentes pode-
riam ser utilizados na geração de métricas relevantes.

4. Considerações finais
Como salientado por Krüeger, Merceron e Wolf (2010), muitos AVAs 

não foram projetados para análise e mineração de dados - eles armaze-
nam dados, mas não foram projetados com essa finalidade, e sim para 
apoiar o ensino e o aprendizado. Contudo, a MDE tem avançado jus-
tamente devido aos dados armazenados nestas plataformas, por isso, a 
melhoria em seus processos de armazenamento é um avanço científico 
que precisa ser levado em consideração. Nesta perspectiva, este trabalho 
teve como objetivo realizar uma comparação do PSLC Datashop com 
o Lúmina, salientando pontos que este último poderia ser melhorado.

O DataShop foi criado para atender muitos anseios da comunidade 
acadêmica dos EUA, primeiramente, como uma plataforma que alo-
cava tutores inteligentes, disponibilizando recursos online de apren-
dizado bastante avançados. A partir dessa percepção, o DataShop foi 
aperfeiçoado para, além de disponibilizar recursos de aprendizagem, 
também armazenar dados para realização de pesquisas, e assim, pro-
duzir conhecimentos novos. Para tanto, os dados mantidos pelo reposi-
tório são refinados, longitudinais e extensos, requisitos indispensáveis 
ao processo de aplicação dos algoritmos de aprendizagem de máquina, 
que precisam de muitos dados de qualidade para poderem aprender. 

Como descrito anteriormente, os dados extraídos do Lúmina são in-
suficientes para a aplicação da MDE, não possibilitam alcançar maior en-
tendimento sobre os alunos matriculados em seus cursos, o que dificulta 
identificar quais motivos levam os alunos a permanecer ou evadir um 
curso, ou se o nível de dificuldade está adequado, por exemplo. Melhorias 
na forma de registro dos dados e na quantidade dos atributos mantidos 
são fatores que podem melhorar a qualidade dos dados gerados. 
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A análise do formato de registro do PSLC DataShop possibilitou 
destacar alguns requisitos a serem implementados, que causariam um 
avanço para a plataforma Lúmina, no que tange a mineração de dados 
educacionais que são: manutenção de um histórico de interação alu-
no-computador em um nível mais refinado, ou seja, armazenar ações 
como, por exemplo, clicar em recursos, mesmo que sejam ações pe-
quenas. Também, armazenar dados que possam fornecer informações 
quanto à visualização de vídeos e dos materiais de apoio, pois é impor-
tante saber se o aluno assistiu ou leu um material, deste modo, pode-se 
analisar seu envolvimento com o curso.

Em suma, evidencia-se que o Lúmina deve ser capaz de armazenar 
as interações com todos os seus recursos. A inserção destes atributos 
aumenta o conjunto de dados que podem ser minerados e, consequen-
temente, melhora a compreensão sobre como os alunos aprendem, 
quais fatores influenciam em sua permanência no curso e, principal-
mente, ajuda na percepção de quais alunos são mais propensos a eva-
dir. Se os algoritmos de MDE forem bem treinados, logo nas primei-
ras semanas do lançamento de um curso, é possível analisar os dados 
de alunos e identificar aqueles inclinados a desistir e ações individuais 
podem ser implementadas, já que promover essas ações para todos os 
alunos de um MOOC é inviável.
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